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A cikk uj csatornakiegyenlité algoritmust vezet be, a vezetéknélkili 6sszekdttetésekben fellépb szelektiv fading jelenségek
kompenzaldsdra. A keskenysavu atvitel soran fellépé szelektiv fading sulyos min6ségromldst okozhat, amely jelentésen
rontja a bithibaaranyt. Az uj algoritmus a kiegyenlit6 szabad paramétereit kézvetleniil a bithibaarany, mint kéltségfiiggvény
alapjan optimalizélja, igy a tradicionalis eljarasoknal (amelyek csak szuboptimalis célfiiggvények alapjan mikédnek, mint
példaul négyzetes hiba, vagy csucstorzitas) sokkal jobb hatasfok érhet6 el. Azonban a bithibaarany direkt minimalizdlasa ex-
ponencidlis komplexitashoz vezet, amelyet Uj statisztikai mintavételezésen alapuld algoritmusokkal lehet elkertilni, amelyek-
kel lehetévé vdlik a kiegyenlité polinomidlis komplexitdsban térténé optimalizdldsa. Igy hatékony és egyben valds idejii ki-
egyenlités biztosithatd, valamint el6irt minéségl szolgaltatds nyujthaté a tébbutas terjedésbél fakadé mélyfading esetén is.
Ez hozzajarul a spektralis kihasznaltsag tovabbi néveléséhez, amely a jelenlegi vezetéknélkiili kommunikaciés technoldgiak

egyik alapveté szlik keresztmetszete.
1. Bevezetés

Napjainkban ugrasszer(ien megnétt a szélessavu, ve-
zetéknélkili mobil digitalis adatatvitel iranti igény. Mivel
a rendelkezésre allé fizikai savszélesség véges (és rend-
kivil draga), ezért a rendszerek spektralis kihasznaltsa-
ganak a névelése a cél, azaz az 1 Hz nominalis savszé-
lességen adott mindség mellett megvaldsithatd adatat-
viteli sebesség maximalizalasa. A keskenysavd kommu-
nikacié azonban nagyon érzékeny a tébbutas terjedés-
bél fakado fadingjelenségekre, amelyek sulyos linearis
torzitdsokat okozhatnak. Ennek csékkentése kilonds
fontossagu a mobil rendszerekben, melyek napjainkban
két iranyban fejlédnek: egyrészt a j6v6 3G-rendszerei
CDMA-alapuak; masrészrél a jelenlegi 2G (GSM, 1S-136)
rendszereket fejlesztik tovabb olymédon, hogy a meg-
|évé technoldgia segitségével nagyobb savszélességl
szolgéaltatasokat lehessen nydjtani [1].

Ez utdbbi megoldasok alapja a 2G-rendszerekhez be-
vezetett (j fizikai réteg, az EDGE (Enhanced Data rates
for GSM Evolution). Az EDGE legfontosabb Ujitasa a két-
allapott GMSK modulacié levaltasa 8PSK-val, amely se-
gitségével jelentdésen javul a spektralis kihasznaltsag.
A tébballapotd modulacié bevezetése miatt irrealisan
megnd a 2G rendszerekben detekcidra hasznalt Viterbi-
algoritmus komplexitasa, amely a jelenlegi DSP techno-
I6gia mellett nem kezelhetd [1]. Ezért egyszerii MMSE
(Minimum Mean Square Error) kiegyenlit6 stratégiat al-
kalmaznak, amely azonban nem képes a bithibaarany
jelentds csékkentésére a tébballapotd modulacié ese-
tén. igy tovabbra is fontos kérdés marad a bithibavalé-
szinlséget hatékonyan javito, kis komplexitasu kiegyen-
lit6 algoritmusok kutatasa.

Jelen cikkben a kiegyenlit§ egy FIR sz(r8, amelynek
a sulyait kdzvetlenll a bithibaarany minimuma alapjan

allitjuk be. A kiegyenlit6t egy kiiszobdetektor kdveti. Az
egyltthatdk optimalizalasara vonatkoz6 tanulasi algo-
ritmus kis komplexitasu gradiens keresésen alapul. Az
Uj médszerrel sokkal jobb teljesit6képesség érhetd el
keskenysavu atvitel esetén, mint a tradicionalis ZF és
MMSE algoritmusokkal. Ez tovabb néveli a spektralis ki-
hasznaltsagot.

A minimalizalas egyrészt a statisztikai megbizhato6-
sag-analizisbdl ismert Li-Silvester hatarok, masrészt az
atlagolt sztochasztikus approximacié segitségével tor-
ténik.

A fenti eredményeket a cikk az alabbi szerkezet sze-
rint targyalja: a 2. fejezetben a rendszermodell ker(l be-
mutatasra; a kdvetkez6 fejezet témaja a bithibaval6szi-
nliséget egzakt médon minimalizal6, de exponencialis
komplexitasu algoritmus; majd a 4. fejezetben ezen al-
goritmus komplexitasat csékkentjik determinisztikus,
mig az 5. fejezetben sztochasztikus mintavételi méd-
szerrel; végul pedig kiilénb6z6 terjedési viszonyokra vo-
natkozo6 szimulacidés eredményeket mutatunk be.

2. Rendszermodell

Ebben a fejezetben az ,egyfelhasznalés” rendszerek
széles osztalyat leird diszkrét idejl csatornamodell ke-
ril bevezetésre, amely kiterjeszthetd altalanosabb eset-
re is. A modell-paraméterek pontos kapcsolata a folyto-
nos atviteli rendszerrel szamos cikkben megtalalhaté
(pl. [5]), ezért itt erre b6vebben nem tériink ki.

A csatorna diszkrét ideji modelljének szabad para-
métereit jeldlje h,,k = 0,...,M ahol M a linearis torzitas
tart6ja. A jelhez adddé zajt v, jeldli, amelyrdl feltételez-
zUk, hogy zérus varhat6 értékd, N, spektralis slrlségu
fehér Gauss-zaj [5].
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A vett sorozatot x, jeldli, amely linearisan torzitott és
zajos valtozata az elkildétt y, informacios sorozatnak:

M
xk=§:hjy&_j+vk (1)
=0

A doént6kesziléek a kiegyenlitébdl (FIR sz(ird) és egy
klisz6bdetektorbdl all. A FIR sz(ir6 az

S, .

leképezést valdsitjia meg, ahol a w,,k = 0,...,J egytt-
hatok jelélik a kiegyenlit§ szabad paramétereit. A don-
tést el6jeldetektorral képezzik: y, = sgn{y,}. A csatorna
és a kiegyenlit6 kaszkadjara kilon jel6lést vezetlink
be: M
9 = k.f'w*—j 3)
=
A hagyomanyos kiegyenlit6k vagy a csucstorzitast
(PD — Peak Distortion):

L
W, iminy g, (4)
ol

vagy a négyzetes kézéphibat (MSE — Mean Square
Error): 5 2
= Wi ] )
7=

minimalizaljak az egyszeri realizalhatésag érdeké-
ben [5]. Azonban ezen kéltségfliggvények nincsenek
direkt kapcsolatban a bithibaarannyal és a teljesit6ké-
pességiik ennek megfelel6en szerény [2,3]. A haté-
konysag javitasa érdekében kdzvetlenll a bithiba-val6-
szinliséget minimalizal6 algoritmusokra van sziikség.

W, sminE (y#

zaj
Vi
Vi csatorna Xk
—> he >
Y 0 Vi i lité
sgn(. iegyenlitd
Wi

1. dbra A rendszermodell és az alkalmazott jel6lések

3. A bithibavalésziniiség minimalizalasa
egzakt gradiens-algoritmussal

A bithibaval6szinliség (Pp) a kiegyenlit§ egyitthatoi-
nak a fliggvényeként a korabbi irodalombdl ismert [2]:

MA+n

l Zu Zh, 3
P o 6)
o \,,Zw

n=t

P(w)=
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ahol L=J+M az ered@ atvitel tartdja, ®(.) a standard
normalis eloszlas eloszlasfliggvényét jeldli, tovabba

Y ={ =Ly, Ly €F L1} haimazt jelsii.

A bithiba (6) szerinti kifejezését azon sz(iregyttha-
tok optimalizaljak, amelyekre igaz, hogy kielégitik a ko-
vetkez8 egyenletet: w,,, :grad P,(w) = 0

A (6) gradiense analitikusan kifejezhet6 a kovetkez6
formaban:

I’."P,f,'[“' ] 1 ZCX[ (Z —n Fo S.'H,I, ! h.'—u.‘ I T |
o, L2V (Z':_{ W ){ vey 2N, Zu_-;- v,

7
T‘“ i K ( d M4 s
[[: ,,-,. Vo —.' i h—r].'} W =0 Wy Zien '!'r-’ my

igy a bithibavalészinliség a gradiens médszerrel a
kévetkez6képpen optimalizalhaté’ (7):

P, (w)

wik+1=w (k)-A
oW,

i

{

| |
(K= Al L e
W) 2{”:_,1\_ (\—._r H-; )l ::L\I‘[

[(Zf: l Sy l,)—ll (Z w, S, 1,)}

ahol w(k) a szlr8egyitthaték k-dik iteraciobeli érté-
keit jelenti, illetve A a konvergenciat szabalyozd lépés-
konstans. Ez az algoritmus azonban a gradiensben
szerepld exponencialisan sok tagot tartalmazé 6sszeg-
zés miatt csak erGsen korlatozott L értékekre? futtatha-
t6 valés idében, hiszen minden Iépésben O(2") szami-
tast kell végezni a szlréegyltthatdk adaptalasakor.

(S ] ‘

2_\'“Y'J ll'l,:r

A=A}

4. A bithiba-valésziniiség minimalizalasa
a Li-Silvester médszerrel

Ebben a fejezetben az exponencidlisan névekvd sza-
mu 6sszegzés elkerlilésére statisztikai mintavételezést
alkalmazunk.

Ennek alapja, hogy a bithiba-valészinliség (6) sze-
rinti kifejezése egy varhatdértékként is értelmezhetd,
feltéve hogy a leadott informacids sorozatok egyforma
valoszin(iséggel fordulnak el6 (ez az optimalis forrasko-
dolas jelenléte miatt altalaban fennall). igy a G(w) =
Pp(w) jeldlést hasznalva irhatjuk hogy

E‘P,,(W)= 1 J? =l irEMHIhI ny.' .
aw, 2" & 2N,

Eit]‘hyr ] "

2
w,

=0

1
"2 0 2N, 3 W
= 21" ; G(w,y)= E‘b(‘“d)}

1 A gradienskeresés hdtranya, hogy megakadhat lokdlis minimumok-
ban, viszont a globalis optimalizalast biztosité sztochasztikus
keresési modszerekhez (pl. szimulalt lehiités) képest a gradiens
gyorsabb konvergenciat eredményez.

2 csatorna- + kiegyenlitéegyiitthatok szama
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tovabba vezessiik be a kdvetkez§ jeldléseket:
(W)= grad G(w)- grad £,{G(w, y )}= £, {e(w, v )}

A bithibaval6szinliség (6) szerinti kifejezésébdl lat-
hato, hogy a W halmaz f6l6tti szummazas egyes tagjai a
g; egyltthatdk linearis kombinacidjanak egy nemlinea-
ris fliggvényeként allnak elé. A jel-zaj viszony néveked-
tével a standard normalis eloszlasfliggvény mindinkabb
tart a sgn(.) flggvényhez, azaz vagy 0-hoz kézeli, vagy
1-hez kozeli értékeket vesz fol, kivéve akkor, ha a fligg-
vényargumentum kézelitéleg zérus. Ebb6I a ténybdl ar-
ra kdvetkeztethetlink, hogy nagy jel-zaj viszont esetén
a szummazas egyes tagjai kdzo6tt nagysagrendnyi elté-
rések adédhatnak, ami lehet6vé teszi, hogy a teljes szum-
mazast néhany dominans tag ésszegével kdzelitsik.
igy egy kis komplexitasban kiszamolhat, de éles alsé-
becslést kaphatunk. (Ez a gondolat a statisztikai meg-
bizhatésag-analizisbdl ismert Li-Silvester-modszer [7]).

Pontosabban, osszuk fel a Wteret két diszjunkt hal-
mazra, jeldlje ezeket ¥, és W, Az ¥, halmaz szamos-
saga legyen K, méghozza ugy, hogy azt a K db vektort
tartalmazza, amelyre igaz, hogy

G(w,y,)>G(w.y,)>...> G(w.y, )> G(w.y,)

ahol i= K+1,...,2%. A ®(.) fliggvény tulajdonsagaibdl
kévetkez6en 0<G(w,y)<1. Ezt kihasznélva a bithiba
alabbi korlataihoz jutunk:

1 1
e o)< n 0| Fotus w0

ahol |¥,| a halmaz szamossagat jelenti. Esetlinkben
az y vektorok el6fordulasa egyenletes valdszin(isegd,
igy a (9) baloldalan szerepl6 also korlat igen szoros le-
het, ugyanakkor a fels@ korlat nagyon laza, mivel a ¥,-
ben lévé G tagokat nagyon durvan becsiiltiik felllrdl.

A mddszer alkalmazasanak a kihivasa a dominans
tagok gyors megtalalasa a (6) kifejezésben. Lathato,
hogy P,(w) invarians w normajara, ezért — kihasznalva
az ebbdl adddod szabadsagot — éljink a wy = 1/h, va-
lasztassal, amibdl kdvetkezik, hogy g, = 1.

A (6) kifejezésbdl minden olyan tag elhagyhat6, amely
nem tartalmazza y-t, hiszen y szerint szeretnénk maxi-
malizalni. Ezek alapjan a

(D(Z: oY ]: (I)(— I+ Z:-qu'-v")

kifejezést kell maximalizalni (hiszen a ¥ halmaz de-
finialasakor y, = —1-t megkotéttik), amely a standard
normalis eloszlasfiggvény monotonicitdsa miatt az y
argumentum maximalizalasaval megtehet. A ¥, .
maximuma éppen a csucstorzitas (Peak Distortion — PD),

ilyenkor v, =[_l,sgn{?1}],__,5gn%1}.

Hasonl6 gondolatmenettel a legnagyobb tagot koé-
vetd tagok megadhatdk a kévetkez6képpen:

v =[-Lsenfg }]...—senly, §...—senfy, }..senly, )
ahol Gi......iy }=C =arg:11i|1(}a;|,i +...+§q|______ )

N=124:

Ezek utan mar csak a C, halmazokat kell megkeres-
ni. Amennyiben ragaszkodunk a tetsz6leges szamu el-
s6 K darab legnagyobb tag megkereséséhez, az in-
dexhalmazok megtalalasa exponencialis komplexitasu,
hiszen az 6sszes lehetséges y-ra ki kell szamolni a q'y
szorzatot, utana a szorzat értéke szerint sorbarendezni,
valamint a megfeleld y-okat kigydjteni.

Azonban K=4 -re (amely a szimulaciés eredmények
szerint sok gyakorlati alkalmazasban teljesen elegendd),
az elsé négy dominans tag az alabbi egyszer( algorit-
mussal megkaphaté.

Legyen ., [ |, N of 1
9y qz[ql.q: ..... e:h] és r=35(q')
ahol S(.) a cs6kkend sorbarendezés operatora.
Tovabba
r=lq,r]=5(a)
ahol §(.) az elsé tagot nem érinté csokkend sorba-
rendezés operatora és ; _ Z T

Az algoritmus lépései a kévetkezdk:

1. Legyen H=4;

gy Fa=1—LL..l
3.y, =S"'[-LL...1-1]
a. y, =S"[-1L..-L1]
5. Ha § +¥§, =8,
akkor Yy, =5 —l.].....—l_—l]
mas képpen y3:.§' I[—l_l —l_l_l]

PO o o )
2 "\I_{}l'.‘-’_‘-};-y.:i
T. A

becslét jelolje F(w)<Glw).

Li-Silvester-modszerrel kapott also

Ennek becslo gradiense f(w) nem mas,
mint },’(W), azzal a killonbséggel,
hogy a szummazas P helyett N folott
torténik.

8. Adaptaljuk a szlurdsulyokat a
u'l(k+I]I:u'[(k)—Aj;{w)
algoritmus szerint, ahol f,(w]

a gradiens i-dik komponenséet jeloli.

4.1. Egyszeriisitett mintavételezés
a BER meghatarozasara polinomialis komplexitashan

Ha lemondunk az éppen K legfontosabb tag meg-
keresésérdl, helyette K értékét maximalizaljuk és a ki-
egyenlités soran ennél kisebb K-t is megengediink, ak-
kor egyszer(i polinomidlis komplexitasu algoritmushoz
jutunk. Vezessiink be tovabbi jeldléseket: K= 2°—1
jeléli a becslésben maximalisan hasznalt y vektorok sza-
mat. yo=[-1,1,...,1]" a PD-hez tartozé iizenetvektor.
Y=Y, 0 z;, ahol O az elemenkénti szorzas miveletét
jeldli és z; @ —1,0}"", valamint e, az i-dik egységvektor.

Ebben az esetben a becsl6 feladata azon y vekto-
rok halmazanak megtalalasa a (6)-beli szummazasban,
amelyekhez az ¢sszegnek jelentds (de nem feltétlenil
a legjelent6sebb) tagjai tartoznak.
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Az egyszer(sitett becsl§ algoritmus Iépései:

1. Legyen p=log, (A. +1)+1

max

~ - P =g
2. Ha H-;hul

r

ahol u,e{u—
y, =8y, ®z}

masképpen argmaxr, s
z, :[{)__.__{)|u'f']r,

ahol w,ef0—1Y".i=12..2

~I<p

z. =—ek=d4L,

:S"I {yf- ®z.’}

4. Az eldézd pontban adédo y vektorok

p-Li=2"—j+k

halmazat jelélje M .

5. Az egyszerUsitett Li-Silvester-
médszerrel kapott alsd becslét jeldlije
F'(w)< Glw).

f'(W)nem mas, mint g(w),

Ennek becslo gradiense

azzal a kiulonbséggel,
whelyett M folott torténik.

hogy a szummazas

€. Adaptaljuk a szurdsulyokat a

11',(1’\'+I): u'l(k)—A;‘;'(w)

algoritmus szerint.

5. A bithibavalésziniiség minimalizalasa
sztochasztikus mintavételi
modszerekkel

Az el6z6kben determinisztikus mintavételi modszerrel
valasztottuk ki a mintakat, amelyekkel a (8) egyenletben
szerepl6 varhaté értéket — vagy annak gradiensét — ko-
zelitettlik. Ebben a fejezetben a G(w) fliggvény becslé-
sére véletlenszerlien sorsolt mintakat hasznalunk.

5.1. Sztochasztikus approximécio

Ebben az esetben a (7) algoritmusban a teljes Wtér
fol6tti szummazast egyetlen véletlenszerlen sorsolt y
vektoralapjan kiszamolt mintaval kézelitjik. A sorsolas-
hoz egyenletes eloszlast valasztunk, mert a forras ol-
dalon is egyenletes eloszlasu sorozatokat tételeztlink
fel. Az igy ad6do, ugynevezett sztochasztikus gradiens
algoritmus a kévetkez6:

wk+)=w (k)-Ag (w(k).Y=y)
ahol YOW és P{Y,= —1}= P{Y,=1}=0.5,

tovabba (10):

gwlk)Y =y)= .
_(ZI” {,nljr—n'ualjuhj' ”H)- .

_‘\ 0 er_ﬂ ul';

]
—exp
- J 5 P
0 (Z.lr—l) ““}
7
T\'Jln’ ,)_ s ' s M+n )
[{2 ;” o —--" i MV Hr[: , ”“u._-.' =n l||rJI.I Yy
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X ." N

Az algoritmus konvergenciajanak vizsgalatat a Kush-
ner-Clark [6] tétel segitségével végezzik. A tétel alkal-
mazasanak feltétele, hogy a vizsgalni kivant sztochasz-
tikus approximaciéban szerepl6 mennyiségek eleget
tegyenek bizonyos feltételeknek.

Ezek els6 csoportja a |épéskonstans megvalaszta-
saval kapcsolatos, amely a A=1/k valasztassal kielégit-
hetd. A masodik feltételcsoport teljesliléséhez az sziik-
séges, hogy a g.(w(k).Y =y) fiiggvény parcialisan dif-
ferencialhat6 legyen y; és w; szerint, ami esetiinkben
teljesiil. Ezek utan a g, (w(k). Y =y) fliggvény y szerinti
varhato értékét kell kiszamolnunk, s ennek segitségé-
vel irhato fél az a determinisztikus differencialegyenlet-
rendszer, aminek a vizsgdlata megadja a sztochaszti-
kus differenciaegyenlet viselkedését is. (A Kushner-Clark
tétel bizonyitasa [6]-ban talalhatd).

Mivel
Elg,(wikLY =y} = _ .

_ N Men "
J ‘:]

2t ..\J.'IEE\-'” EJ Rl . 2N, Z_-,-:(.“':r
' [[z: u“ﬂ l-—-'l—f“ h "- Y “.I[.Z: llnf SE)‘:(‘I ,' ]]

ami nem mas, mint a Pp(w) fliggvény w szerinti de-
rivaltjia. A vizsgalandé differenciélegyenIet-rendszer:

dw (0 _ ox (Z,, oW Wiy Hh]- )
dt L e 2 -
2 ‘}Z\ (Zn u JJ ‘ i 2\ '}Z?ﬂ““" /

[(Zj r| JJ l—-’l‘rl Jh.l’ r f) W, (Z ””:1:’: 'h,r_u ﬂ

A fenti differencialegyenlet numerikus megoldgsaval
szamos csatornamodellre bizonyithaté a stabilitas és be-
lathat6, hogy a (10)-zel adott sztochasztikus approxi-
macié stabil és konvergens, tovabba ugyanoda konver-
gal, mint a determinisztikus algoritmus.

5.2. Monte-Carlo mddszer

Ebben az esetben iteracionként nem egy, hanem tébb
y vektort is kisorsolunk (az y eloszlasa szerint, esetlnk-
ben egyenletes eloszlassal, visszatevéssel), majd a min-
takat ezekre atlagoljuk, a kdvetkez&képpen:

k)= e .Y =)

A sulyok beallitasara szolgalo algoritmus:
wlk+)=w (k)y-Ag (wk)LY=Yy)

6. Szimulacios eredmények

A szimulacios eredmények az Gjonnan bevezetett algo-
ritmusok két legfontosabb tulajdonséagara,
— az egyes modszerekkel elérhet6 bithibaaranyra;
— illetve az egyes mddszerek konvergenciaidejére
O6sszpontosulnak.
Ezen vizsgéalatokat harom standard — kiilénb6z6 ter-
jedési koriilményeket figyelembe vevé — csatornamodell-
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re végeztiik el [4]: h"=[10.6,-0.3]", h®=[1;0.6;-0.45]’,
h®=[1;0.12;0.3;-0.8]", (Megjegyezziik, hogy a h® csa-
torna nem minimal-fazist, amelynek a kiegyenlitésére a
hagyomanyos algoritmusok alkalmatlanok.)

6.1. A bithiba a jel-zaj viszony fiiggvényében

A szimulaciok egyik célja a bithibaarany (BER) jelzaj
viszonytdl (SNR) valé fliggésének a megadasa volt, ki-
16nb6z6 kiegyenlitési algoritmus esetén. Az eredménye-
ket a 2-4. abrak mutatjak.

Az eredményekbdl az latszik, hogy az Uj algoritmu-
sok els@sorban 6 jel-zaj viszony értékek (SNR > 20 dB)
esetén nyujtanak a hagyomanyos megoldasokhoz ké-
pest lényegesen jobb teljesitményt: minimalfazisu csa-
tornak (h™, h®) esetén a bithibaarany az eredeti érték
felére csdkkent, mig nem minimalfazisu esetben akar
egy nagysagrendnyi javulas is tapasztalhatd. A legjobb
teljesitményt minden esetben az egzakt gradiens algo-
ritmus (TGS) szolgéltatja, azonban ett6l csak egészen
minimalis mértékben maradnak el a véletlen mintavéte-
lezésen alapul6 moddszerek (sztochasztikus gradiens
(STQG), illetve Montecarlo (MC)®), ugyanakkor ez utébbi-
ak kis komplexitastak.

A determinisztikus mintavételezésen alapul6 egysze-
risitett Li-Silvester médszer (LISI)* is minden esetben
jobb eredményt szolgaltat a hagyomanyos megolda-
sokhoz képest, azonban kevéssé elmarad a sztochasz-
tikus modszerek teljesit6képességétdl. (Ez utobbi aldl
kivételt képeznek azok az esetek, ahol a dominans ta-
gok szama kicsi az 0sszes tag szamahoz képest, és
rossz a jel-zaj viszony, példaul a h® csatorna esetében,
22 dB SNR alatt (lasd a 4. abrat). Ebben az esetben
512 tag 6sszegét 4 dominans tag felhasznalasaval be-
csultuk.

A jel-zaj viszony ndvekedtével a tagok kozotti elté-
rések egyre nagyobbak, hiszen a ®(.) figgvény egyre
inkabb kdzelit a signum fliggvényhez, igy nagyobb jel-
zaj viszony értékek esetén jobb, mig gyenge jel-zaj vi-
szony esetén rosszabb a Li-Silvester kdzelités).

6.2. Konvergenciasebesség

A gyakorlati alkalmazasok szempontjab6l minden-
képpen fontos, hogy az Gjonnan bevezetett algoritmu-
sokhoz csatornainformdcidra, azaz a h fliggvény isme-
retére van szlikség.

A szimulaciok soran feltételeztliik, hogy egzakt csa-
torna-informacié all rendelkezésiinkre. Ennek hianyaban
csatorna-identifikald algoritmus segitségével becsilhet-
juk az ismeretlen koefficienseket.

Mivel a csatornakiegyenlités valds id6ben megoldan-
dé feladat, igy fontos kérdés az algoritmusok komplexi-
tasa illetve iterativ algoritmusoknal a konvergencia se-
bessége. Az el6bbi meghatarozza, hogy milyen szimbé-
lumsebességl forrast tudunk kiszolgalni adott szamitasi

3 A grafikonokon az MC révidités utdn allé szam arra utal,
hogy iteracionként hany véletlen vektor sorsoldsaval futtatuk az
algoritmust.

4 A LISI révidités utan allé szam arra utal a grafikonokon, hogy
adott esetben mekkora volt a maximalisan felhasznalt dominans
tagok szama az egyszerdsitett Li-Silvester becslé futtatasakor

Bithibaarany a jel-zaj viszony fliggvényében
2. abra ah' csatorna és 3 kiegyenlit6-egyiitthaté esetére
3. abra ah® csatorna és 6 kiegyenlité-egyiitthaté esetére
4. abra ah® csatorna és 6 kiegyenlit6-egyiitthaté esetére
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Minimalis bithibaarany-stratégian alapulé...

kapacitas esetén. Az utébbi arra vonatkozéan ad utmu-
tatast, hogy a csatorna milyen valtozasi sebessége mel-
lett képes az adaptiv algoritmus kdvetni az optimumot.

Egy adott jel-zaj viszony értékre vonatkoz6 konver-
gencia-gbrbe (bithibaarany az iteraciok fliggvényében)
lathat6 az 5. abran.
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Bithibaarény az iterdciék fliggvényében a h® csatorna,
3 kiegyenlit6-egyiitthato és 24 dB SNR esetén

Leggyorsabban minden esetben az egzakt gradi-
ens algoritmus (TGS) konvergal. A sztochasztikus min-
tavételen alapulé moédszerek konvergenciaideje kéril-
belll annyiszorosara névekszik ehhez képest, ameny-
nyivel kevesebb tagot hasznalunk az 6sszegzésben.
Vagyis ezekkel a modszerekkel eredményesen csok-
kenthet§ az 1 iteracié soran elvégzend6 miiveletek
szama, de nem csbdkkenthetd jelentésen a teljes kon-
vergencia soran elvégzendd miveletek szama. Az egy-
szerlsitett Li-Silvester mddszer konvergenciaja a szto-
chasztikus modszerekkel nagyjabdl megegyezik. Ugya-
nakkor barmelyik Uj mddszer lényegesen gyorsabban
konvergal az LMS algoritmusnal, a kiildnbség — csator-
natél figgbéen — 1-2 nagysagrendnyi is lehet (lasd 5.
abra). Tovabba figyelemreméltd, hogy az Uj mddszerek
alkalmazasa esetén (f6leg TGS és MC) a kezdeti 1épé-
sekben rendkivill meredeken csékken a bithibavalészi-
nlség.

7. Osszefoglalas

A cikkben a bithibaval6szinliséget, mint a digitalis 6ssze-
kéttetések legfontosabb minéségjellemzéjét alkalmaz-
tuk kiegyenlitési stratégiaként. Ezaltal megndvekedett
teljesit6képességl algoritmusok adédnak. Az egyre ol-
csbébba valo és folyamatosan névekvd szamitasi kapa-
citas kihasznalasaval azonban ezek a kismértékben bo-
nyolultabb algoritmusok is gazdasagosan megvalosit-
hatéak, ezaltal kisebb bithiba-valészinliséget és jobb
spektralis kihasznaltsagot eredményezve.
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